
論 文

連続状態モデル間の相互作用に基づく多視点動作認識
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あらまし 複数のセンサから得られる観測データや，マルチモーダルな特徴量からなる複数の時系列データを
統合しながら，ジェスチャーなどの動的事象を識別するモデルとして，「Integrated Continuous State Machine

（ICSM）」を提案する．これは，各特徴系列を個別に識別する状態遷移モジュールをそれぞれ用意し，それを連
続状態空間において動的に統合するものであり，各モジュールの信頼性を逐次計算することにより，クラスの識
別にとってより重要な入力へ，動的にフォーカスを切り替えることが可能となる．本論文では，統合に適したモ
ジュールとして，連続状態空間 (実ベクトル空間) 中での状態遷移によってクラス識別を行う Continuous State

Machines （CSM）を導入し，続いて，複数の CSM間における，状態の共起性に基づいた相互作用を導入する．
連続状態空間を用いることにより，モジュール内の状態遷移とモジュール間の相互作用を，いずれもエネルギー
関数最小化の枠組みで定式化することができる． 本手法の有効性を，2視点カメラを用いた手話認識に適用する
ことによって検証した．
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1. ま え が き

近年，時系列パターン認識の手法として，音声認識

には HMM や連続 DP を用いた手法が提案・実用化

され，動画像認識の研究においても広く用いられてい

る [1]～[3]．しかし，これら多くの提案手法は，識別に

必要な観測データが常に得られることを条件としてお

り，実世界の多様に変化する環境下では，対象に遮蔽

やノイズなどの変動が生じ観測データが不完全となる

ため，安定した認識が困難である．

我々は，このような実環境下で頑健な認識を行うに

は，複数のセンサやマルチモーダルな特徴量からなる

時系列情報を，認識時に「動的に」統合することが不

可欠であると考える．これは，単一のセンサから得ら

れる観測データや単一の特徴量では，識別に有効な情

報を，一時的もしくは長期にわたって失っている場合

があるためである．このとき，他の観測データから識

別に必要な情報を補うとともに，不要な情報を一時

的に切り捨てることにより，識別の信頼性を上げるこ
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とができると考えられる．そこで，本論文では，各時

系列パターンの識別を個々に行うことのできる認識モ

ジュールをそれぞれ用意し，そうしたモジュール間で

情報を統合しながら動的事象の認識を行う，統合型シ

ステムアーキテクチャを提案する（図 1）．各認識モ

ジュールへの入力は，異なるセンサ（複数カメラ，マ

イクなど）から得られるマルチモーダルな観測データ

や，異なる特徴量（部分画像，シルエットやフローな

ど）からなる時系列データである．

一般に，このようなモジュール統合型のアーキテク

チャを設計する際には，

（ 1） 各認識モジュールとして何を用いるか

（ 2） 複数のモジュールをどのように統合するか

が重要である．本論文では，はじめに，システムを構

成する認識モジュールとして，連続空間（実ベクトル

空間）中での状態遷移を行うモデル Continuous State

Machine（CSM）を新たに導入する．

CSM は予め学習されたダイナミクスにしたがって

自律的に状態を遷移することが可能であり，外部から

の入力の変化が，予め学習された CSM内部のダイナ

ミクスと同様の変化である場合には，CSM の状態は

特定の状態に遷移していく．この状態を観測すること

により，入力パターンの識別結果を得ることができる．
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図 1 システムアーキテクチャ
Fig. 1 System Architecture.

この点で，従来の HMM[1], [2] や連続 DP マッチン

グ [3] のように入力データとモデルとのマッチングに

基づいて識別を行うモデルとは大きく異なる．例えて

言えば，この自律的な状態機械は，外部の入力に対し

て「共鳴・同期」を起こすことで時間的変化パターン

の識別を行うモデルであると考えることができる．さ

らに，状態空間がメトリックを持っているために状態

間の類似性が表現可能であり，モジュール内の状態遷

移，および次に述べるモジュール同士の統合を，状態

間の距離を用いたエネルギー関数の最小化として直感

的に定式化できる．

次に，モジュールの統合法としては，複数 CSM間

における動的な相互作用を導入する．マルチモーダル

な情報を統合した認識を行う際には，リップリーディ

ングにおける発話内容と口の動きなどのように，同時

に起りうる状態の共起性に注目する必要がある．そ

こで，ここでの相互作用とは，あらかじめ学習された

CSM 間の状態の共起性に基づいて，認識時に互いに

相手の状態を推定し，状態レベルで情報を統合する機

能とする．実世界において，このように複数の時系列

情報・モダリティを用いて認識を行う際には，各特徴

量の信頼性は時間的に変化しており，一概にどの特徴

量の信頼性が相対的に高いということは言えない．そ

こで，各 CSMが他の CSMに与える影響力を，識別

の信頼性に応じて動的に制御することにより，識別に

重要な情報への動的なフォーカシングが実現できる．

まず 2. でシステムの概要について述べる．続く 3.

では単一 CSMにおけるダイナミクスの詳細を，4.で

は，複数 CSM の統合手法の詳細を述べる．5. では，

提案法の有効性を評価し，最後に 6. で，結論と今後

の課題について述べる．

2. システムアーキテクチャ

認識システムは M 個の CSM から構成され，各

CSM にはそれぞれ別の観測データが独立に入力され

る（図 1）．さらに，全ての CSM は動的な相互作用

によって互いに結合されている．このような統合され

たアーキテクチャを，Integrated CSM（ICSM）と呼

ぶことにする．

2. 1 Continuous State Machines

連続状態空間（実ベクトル空間）における状態遷

移モデルとしては，既に各種のリカレントニューラル

ネット [4]～[6] が提案されている．しかし，いずれの

モデルも，状態遷移則を決定するにあたり明確な根

拠はなく，状態遷移則における外部入力と状態の演算

が常に一定であることも合理的でない．さらに，パラ

メータの調節も経験的になりがちである．一方，カル

マンフィルタは，確率過程と最尤推定に基づいて連続

状態空間での状態推定式を導びくため，外部入力とシ

ステムによる状態予測の信頼性をそれぞれ表現可能で

あるが，予測やスムージングに用いる場合が大半であ

り [7], [8]，クラス識別の手法としての応用は見られな

い．本論文で提案する CSMは，カルマンフィルタの

逐次最適化手法とリカレントネットワークの時系列パ

ターン認識手法を統合したものであり，外部からの入

力と予測に基づいたエネルギー関数を最小化すること

によって状態遷移則が導かれる（3. 1 にて詳述する．

以下同様）．

図 2 に示すように，学習時には，各クラスの時系

列パターンを，それぞれ軌道アトラクタとして状態空

間に埋め込む．さらに，それぞれのアトラクタにした

がって遷移するようなダイナミクスを学習する．基本

的な HMM では各クラス毎に状態空間を持ち，それ

ぞれが独立にモデルの遷移確率を計算するが，CSM

では全クラスが同じ状態空間中の軌道アトラクタとし

て埋め込まれるため，軌道の設計法を工夫することに

よってクラス間の相互抑制などを実現することができ

る（3. 3）．

認識時には，CSM は導出された状態遷移則に従っ

て状態を遷移させる．このとき，入力パターンの変化

が，予め学習したダイナミクスと同様の変化であれば，

CSM の状態は学習した軌道のいずれかに引き込まれ

るため，どの軌道に引き込まれたかによって識別結果

を得ることができる（3. 5）．
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Fig. 2 Trajectories of two classes in the state space.
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図 3 CSM 間の動的な相互作用（CSM A,C 間の相互作
用は省略している．）

Fig. 3 The interaction among CSMs. (The interac-

tion between CSM A and C is omitted in this

figure.)

2. 2 確信度分布

各 CSM においては，各クラスに対する確信が時々

刻々変化するものとし，これを測る尺度として「確

信度」を定義する．時刻 t において，CSM m は確

信度 r(c)
m,t を クラス c (c = 1, ..., C) に対して持つ

とする．すなわち，各 CSM は確信度の分布を，ベ

クトル �m,t = (r(1)
m,t, ..., r

(C)
m,t)

T （T は転置）として

保持し，これを時間と共に変化させていく．ただし，�C
c=1 r(c)

m,t = 1 が成り立つように正規化しておく.

2. 3 CSM間の相互作用

過去に提案されている時系列情報の統合手法として

は，Coupled HMM[2] やWada らの方法 [9] が挙げ

られ，モジュールとしてはそれぞれ HMM，非決定性

有限オートマトンが用られている．これらの統合方法

は，いずれもモジュール同士の状態の共起性に注目し，

同時に起こりえない状態の組み合わせに対しては，認

識時に評価値が低くなるように設計されたものである．

本論文も，状態の共起性に注目し，状態レベルでの

統合を実現する．しかし，各 CSMによって推定され

た状態を，全て同じ重みで扱うのは適切でない．こ

れは，システムを構成する CSMのいくつかは，不完

全なデータに基づいて認識を行っており，そのような

信頼性の低い CSMがシステム全体に悪影響を及ぼす

（認識率の低下を招く）可能性があるからである．そこ

で，各CSMの重要度を定義し，これを用いて各 CSM

の影響力を制御することによって，より認識にとって

重要な観測データにフォーカスする機能を設ける．

以上より，複数の CSM間での相互作用は次の 2つ

の機能によって実現される（図 3）．

他の CSMの状態推定:

いったん各 CSMが状態遷移によって一時的な状態

（仮状態）を計算すると，各 CSMはあらかじめ学習さ

れた状態の共起性（4. 1）に基づいて，他の CSMの

状態を推定する（4. 2）．

推定された状態の統合:

各 CSMは，他の CSMによって推定された状態を

自分の仮状態と統合し，状態を更新させる（4. 4）．た

だし，それぞれの CSMの影響力は，どのクラスに対

しても同程度の確信度を持っている CSMに対しては

弱く（重要度を低く）する．逆に，ある特定のクラス

に対してのみ高い確信度を持っている場合は強く（重

要度を高く）する（4. 3）．

3. 単一CSMのダイナミクス

3. 1 状 態 遷 移

CSM における状態遷移は，制御システムにおける

状態空間モデルと同様に，実ベクトル空間中での遷移

を考える．各時刻の入力 �t の独立性，および状態の

マルコフ性を仮定すると，次の時刻の状態は，システ

ムそのものの予測（トップダウン的情報）と，外部か

らの入力（ボトムアップ的情報）によって推定できる．

そこで，CSM の状態遷移は，各時刻 t においてエネ

ルギー関数

E1,t(�t) = (1 − κt)||�t − F(�t−1, �t−1)||2

+ κt||G�t − �t||2 (1)

を最小化することによって決まるものとする (図 2)．

ただし，|| · || はベクトルのユークリッドノルムをあ
らわし，�t,�t と �t はそれぞれ時刻 t における状態，

外部入力，確信度分布をあらわす．また，F(·) は状態
の予測関数であり，時刻 t − 1における状態だけでな

く，そのときの確信度分布 �t−1 から次の時刻 t の状
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態を予測する．なお，一般に関数は非線形であっても

かまわないとする．G は観測行列であり，状態空間か

ら観測空間への写像を行う．κt (0 <= κt <= 1) は外部

からの入力強度である．

このとき，式 (1)における入力強度はシステムの予

測と外部入力の影響力のバランスを決定する．すな

わち，式 (1)の右辺第一項は，状態空間における予測

との距離を，第二項は観測データからの距離をあら

わしており，両者の trade-off から，次の状態が決ま

る．これは，カルマンフィルタ [7], [8], [10] における

最尤推定と本質的に同様の考え方であり，不確実性を

表す共分散行列を単にスカラー値として簡略化したも

のとして考えることができる．κt は外部入力と予測

の信頼性に応じて動的に制御されるパラメータである

が，今回は簡単化のために，κt は時間的に不変であり

κt = κ(const.)とする．

ここで， ∂E1,t

∂�t
= 0とすることにより，時刻 t にお

いて E1,t を最小化する状態 �̂t を求めると，次のよう

な状態遷移則が得られる．

�̂t = K−1{(1−κt)F(�t−1, �t−1)+κtG
T
�t} (2)

ただし，K = (1−κt)I +κtG
T Gであり， I は単位行

列を表す．今は κt を一定としていることから，式 (2)

はちょうど Elman 型 [4]と同様のモデルになる．

なお，式 (2)より求まる状態 �̂t を，時刻 tにおけ

る仮状態と呼ぶ．これは，後の 4.で述べるモジュール

間の相互作用によってさらに更新されるからである．

3. 2 確信度に基づく状態の予測

時刻 t における状態 �t を �t−1 から予測するには

RBFやMLP [11]，非単調ニューラルネット [5], [6]な

どの非線型な写像を用いることもできるが，今回は単

純に次のような関数を用いる．

F(�t−1, �t−1) =

C�
c=1

r(c)
t−1F (c)(�t−1) (3)

ただし，F (c)(�t−1) は各クラスの条件付き予測関数

である．この式は，F(·) が各クラス c の条件付き予

測関数の線形和で近似できると仮定している．ここ

で，各条件付き予測関数の係数は各時刻 t − 1の確信

度 r(c)
t−1 である．さらに，各クラス cの条件付き予測関

数 F (c)(�t−1) は線形であると仮定し，遷移行列W (c)

を用いて

F (c)(�t−1) = W (c)
�t−1 (4)

のようにあらわす．W (c) は 3. 4で述べる学習によっ

て決定される．

ここで，確信度を以下のように定式化する．

r(c)
t ∝ exp(−d(c)

t /σ2) (5)

ただし，r(c)
t (c = 1, ..., C) は

�C
c=1 r(c)

t = 1 を満た

すように正規化されている．また，d(c)
t は予測と外部

入力の二乗誤差

d(c)
t = ||�t − GF (c)(�t−1)||2 (6)

である．式 (5)において，二乗誤差を [0, 1)の範囲の

正規化された値に写像するために softmax 関数 [11]

を用いている．

3. 3 状態空間と軌道アトラクタの設計

前節までに述べた状態遷移を用いて時系列パターン

認識を行うには，状態空間が次の 2つの要件を満たす

ように設計する必要がある．

（ 1） 現在の状態に応じた次状態の予測

（ 2） 観測された時系列パターンのクラス識別

ところで，時系列パターンは，それぞれが入力空間

における軌道としてとらえることができる．今，各ク

ラスについて 1つの代表的な時系列パターンを考える

ものとすると，一般に，入力空間におけるこれらの軌

道は，クラス内やクラス間で交差や重なりを持つ．す

なわち，入力空間では予測すべき次の入力が一意に決

まらず，さらにクラス同士も分離できない．したがっ

て，上の 2つの要件を満たす状態空間は，各クラスの

軌道が，クラス内およびクラス間でともに分離される

ような空間であると考えられる．そこで，直接的な方

法として，入力空間と判別空間の直積空間を考えるこ

とにする．

今， S(1)
I , ..., S(C)

I が C クラスの学習する時

系列パターンであるとする．ここで行列 S(c)
I =

[�(c)
I,1, ..., �

(c)
I,L−1, �

(c)
I,L] はクラス c の時系列パターン

である．ただし，各クラスでパターンの長さ Lは一定

であると仮定する．このとき， �
(c)
I,t はある時刻での入

力ベクトルであり，入力空間中での一点となり，S(c)
I

は入力空間中の軌道となる．

この S(c)
I に対し，付加的な時系列パターン S(c)

O =

[�(c)
O,1, ..., �

(c)
O,L−1, �

(c)
O,L] を加える．このとき，パター

ン全体としては S(c) = [S(c)T
I , S(c)T

O ]T となる．なお，

�
(c)
I,t，�

(c)
O,t，�

(c) = [�(c)T
I,t , �(c)T

O,t ]T の次元数は，それぞ

れ NI，NO，N(= NI + NO)とする．

先に述べた 2 つの要件を満たすような S(c)
O のコー

4
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goal patterns (mutually orthogonal)

index

time

(class 1) (class 2))1(g
)1(

OS
)2(g

initial pattern (common in all the class)

)2(

OS

図 4 判別空間における時系列パターンの例 （2 クラスの
場合）．白，黒はそれぞれ −1,1 を表す

Fig. 4 Examples of the spatio-temporal patterns in

the discrimination space (2 classes). White

and black pixels denote 1 and −1, respec-

tively.

ディングは，森田 [5]と同様に次の直接的な方法をとる．

（ 1） 初期パターン � をすべてのクラスで共通と

する．また，各クラスのゴールパターン �
(1), ..., �(C)

を互いに直交するように選ぶ．（すなわち �
(c)T

�
(c′) =

0(c |= c′)）. これらは初期パターン � とも直交する．

各パターンベクトルのノルムは等しいとする．ただし，

これらのパターンは全て 2値ベクトルとし，実際には

乱数を用いて発生させることにより，ほぼ直交するパ

ターンを作成する．

（ 2） 各クラスについて � と �
(c) を単調に補間し，

S(c)
O を得る．ただしここでの補間とは，一方のベクト

ルの要素を端から順に徐々に他方のベクトルと入れ替

えていく操作によって行う．これは，線形補間を用い

ると，線形関数で状態の予測を行うことが困難となる

ためである（実験で用いた S(c)
O の例を図 4に示す）．

以上のようなコーディングにより，各クラスの軌道は

時系列パターンの開始付近では近く，その後はクラス

同士を次第に引き離すことができる．

簡単化されたダイナミクス:

以上のように状態空間をデザインした結果，観測行

列は G = [INI , O]となる．このとき，式 (2) は�
�̂tI = (1 − κt)[F(�t−1, �t−1)]I + κt�t

�̂tO = [F(�t−1, �t−1)]O
(7)

のようになる．ただし，添字 I と O はN 次元ベクトル

の 1から NI 番目の要素，NI +1から N(= NI +NO)

番目の要素 を取り出したものをそれぞれ意味し，

�̂ = [�̂T
I , �̂T

O]T が成り立つ．

3. 4 バッチ学習アルゴリズム

学習の目的は，各クラスの条件付き予測関数 F (c)

のパラメータを決定することである. 今は，それぞれ

の予測関数が線形関数であることを仮定しているため

(式 (4))，各クラスの遷移行列 W (c)(c = 1, ..., C) を

求めればよい．ここでは，最小二乗誤差基準に従い一

般化逆行列を用いて求めることにする．

はじめに，各クラスについて 1つずつ代表的なサン

プルパターン S(c) = [S(c)T
I , S(c)T

O ]T が与えられた場

合を考える．このとき， W (c) は �
(c)
t をかけることに

よって �
(c)
t+1 を出力するように決定したい．すなわち，

W (c) は

S′(c) = W (c)S(c) (8)

を満たす．ここで，S′(c) = [�(c)
2 , ..., �(c)

L , �(c)
L ] である．

なお，L番目のパターン �
(c)
L に対してはそれ自身が出

力されるようにしている．

式 (8)を解くことにより，クラス c に対する遷移行

列は

W (c) = S′(c)S(c)+ (9)

となる．ただし，S(c)+ は S(c)の一般化逆行列である.

次に，複数のサンプルを用いて学習する場合を考え

る．簡便な方法としては，一旦全てのサンプルパター

ンの長さを線形に正規化し，各時刻毎に平均ベクトル

を求めることによって，各クラスにおける代表的なパ

ターン系列を作成することが考えられる．これに上で

述べた単一サンプルによる学習法を適用することによ

り，多サンプル学習を実現できる．しかし，一般にサ

ンプルパターン間は時間方向に非線型な関係があり，

このように線形に正規化することは適切でない場合が

ある．この解決方法については 6.でふれる．

3. 5 クラスの決定過程

一般に時系列パターンの認識において，いつ，何を

評価基準としてクラスを決定するかは，パターン区間

の時間的なセグメンテーションと密接に関係するため，

それ自身が研究対象となりうる．例えば，常に評価値

を計算し，極値をとった段階でパターン区間とクラス

を決定する方法 [3] や，パターン区間がセグメンテー

ションされていることを仮定して，パターン入力完了

後の評価値（もしくはその累積）からクラスを決定す

る方法 [1] などがある．本論文では，認識前にパター

ン区間が [tstart, tend] に切り出されているものと仮定

し，次の 2つの評価値を比較することにする．

(A) 類似度:

CSM の状態 �t は，外部入力に応じて学習した軌

道の 1つに沿って遷移する．よって，状態空間のうち

5
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3. 3で付加した空間，すなわち判別空間における状態

�O,t と，各クラスのゴールパターンとの類似度を，ク

ラスを決定する際の評価値として用いることができる．

ここで類似度としては正規化相関

e(c)
t =

�
(c)

||�(c)|| ·
�O,t

||�O,t|| (10)

を用いる．類似度 e(c)
t は −1から 1の値をとりうるが，

初期状態はゴールパターンと直交するように選ぶため，

正解クラスに対する類似度は 0から次第に 1に近づい

ていく．また，各ゴールパターンは互いに直交するよ

うに選んでいるため，2つ以上のクラスに対する類似

度が同時に 1になることはない．このとき，クラスは

arg max(c,t) e(c)
t (t = tstart, ..., tend)，によって決定さ

れる．

(B) 累積予測誤差:

予測誤差は式 (6)によって計算される．これを単純

に累積をとることにより，累積予測誤差

D(c)
t =

t�
t′=tstart

d(c)
t′ (11)

を評価値として用いる．このとき，クラスは

arg minc D(c)
tend
によって決定される．

3. 6 予備実験: 単一CSMの性能評価

ここで，人工的に作成した時系列パターンを用いて

シミュレーションを行い，単一CSMの性能評価を行っ

た．この予備実験は，CSM の詳細な評価を行うため

ではなく，CSM の持つ能力およびパラメータに対す

る特性を定性的に示すことを目的とする．

はじめに，評価に用いるパターンを作成するために，

±1を値とする 150次元の 2値ベクトルを互いに直交

するようにランダムに選び，A,B,C,D,E,F とし，こ

のうち 3パターンを単調に補間することにより，系列

長 90 の時系列パターン ABC, ABD, DAC, DBC

を作成した．すなわち，入力空間の次元 NI = 150で

ある．なお，補間の仕方としては判別空間における時

系列パターンと同様の方法を用いた (3. 3)．次に，判

別空間の次元NO は 100とし，付加的な時系列パター

ンを作成した．判別空間の次元数がこのように高次元

である理由は，150次元の入力パターンに対して全順

序をつけ，かつ異なったクラスのパターン間では距離

が離れるように，3. 3 で述べた 2値パターンの符合化

を行う必要があるからである．

学習時には，作成したパターンを用いて 3. 4 に基

づいて遷移行列の計算を行った．なお，式 (9)におけ

る一般化逆行列の計算には特異値分解を用いた．

次に，認識時のパラメータの決定方法であるが，予

測および外部入力の影響のバランスは，式 (1)から分

かるように，入力強度 κ と NI , NO によって決まる．

仮に，全てのベクトルの要素値が正規化されており，

さらにいずれの要素にも同程度の誤差が生じるとする

ならば，以下の関係を満たすように入力強度を決定す

ることによって，予測と外部入力の影響を同程度にす

ることができる．

(1 − κ)(NI + NO) = κNI (12)

本実験の条件では κ = (NI + NO)/(2NI + NO)はお

よそ 0.6となるが，予測の影響を外部入力に対してや

や強め，κ = 0.5 とした．ところで，いずれのクラス

に対してもほぼ同じ確信度を持つ場合は，CSM の状

態は複数のアトラクタの中間に引き込まれ，いずれの

類似度も低下して誤認識が生じうる．式 (5)における

パラメータ σを小さくするほど，予測誤差の高いクラ

スと 0に近いクラスで確信度の差が大きくなる．そこ

で，1位と 2位以下の確信度の差を大きくするために，

σ に関しては予測誤差のノルムに対して比較的小さな

値を経験的に選んでいる．実験では σ = 1.0を用いた．

なお，認識開始時における状態ベクトルの初期値は，

いずれの実験も �0 = [0T ,�T ]T とした．

入力の時間的変動に対する頑健性:

認識時には，学習系列の一つである系列 DBC を時

間軸方向に非線型に伸縮し，これを入力しながらCSM

を動作させた．この時の類似度の変化を図 5 に示す．

グラフの横軸は，入力開始時からの CSMの状態更新

回数を，縦軸は類似度を表す．入力したパターンのク

ラスに対応する類似度が最終的に最も高くなり，正し

く認識されたことが確認できる．このように，入力系

列に時間的伸縮が加わった場合でも，正しいクラスを

識別することが可能である理由は，CSM が，式 (1)

のエネルギー関数の第二項により，外部入力に追従し

てボトムアップ的に状態を遷移させようとするためで

ある．

入力パターン系列の伸長に対しては，系列長を 10

倍以上とした場合でも識別可能であった．一方，入力

パターン系列の短縮に対しては，系列長を 1/3よりも

短くした場合に，CSM の状態遷移が追従できず誤認

識が起こった．このように，入力に追従できなくなる

変動の最大値は，入力強度 κや入力・判別空間の次元

6
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図 5 非線形な時間伸縮を加えた入力に対する類似度の時
間変化 (横軸は CSM の遷移回数を表す)

Fig. 5 Robustness against non-linear temporal fluc-

tuation.

に依存する．すなわち，κが (NI +NO)/(2NI +NO)

に対して小さくなるほど，CSM の状態は学習された

ダイナミクスにしたがって自律的に遷移するようにな

り，対応可能な時間伸縮の範囲も小さくなると考えら

れる．κ = 0.6とした場合には，系列長を 1/5に短縮

したパターンの識別も可能であった．

ノイズに対する頑健性:

認識時には，学習系列の一つである系列 DBC に対

して，平均で 20% の要素の符合を反転させたパター

ンを作成し，これを入力しながら CSMを動作させた．

この時の類似度の変化を図 6に示す．

グラフより，入力したパターンのクラスに対応する

類似度が最終的に最も高くなり，正しく認識されたこ

とが確認できる．このように，学習パターンと認識時

の入力パターンは，完全に一致していなくても，識別

可能である．これは，式 (1)のエネルギー関数の第一

項により，予測を用いてトップダウン的に状態を遷移

させようとするためであり，入力が（学習パターンに

対して）不完全である場合には，補間しながら状態遷

移を続けることが可能である．

学習外パターンの棄却能力：

学習モデルに無いパターン系列 DEF が入力された

ときの，CSM の類似度の変化を図 7 に示す．DEF

は，前半部はDAC, DBC との相関が高く，系列の後

半になるほどいずれの学習パターンとの相関も小さく

なるような変化をする時系列パターンであり，パター

ン D,E,F を学習パターン同様に補間して作成した．

グラフから分かるように，学習モデル外のパターン

が入力されたとき，CSM の類似度はいずれのクラス

に対しても低いままである．入力パターンが学習され

-0.2

0

0.2

0.4

0.6

0.8

1

0 10 20 30 40 50 60 70 80 90

si
m

ila
rit

y

update#

ABC
ABD
DAC
DBC

図 6 ノイズを加えた入力に対する類似度の時間変化
Fig. 6 Robustness against noise.
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図 7 学習モデルに無い入力パターンに対する類似度の時
間変化
Fig. 7 Rejection of the input pattern.

たパターンのいずれとも異なる変化をする場合には，

式 (6) の予測誤差がいずれも同程度の値をとり，いず

れかのクラスの確信度（式 (5)）が続けて高くなるこ

とは無い．このため，CSM の状態は各クラスのアト

ラクタのちょうど中間当りに引き込まれ，いずれの最

終状態からも遠ざかることになる．したがって，学習

外パターンを棄却する必要がある場合には，類似度に

閾値を設け，最大類似度がこの閾値を越えないには，

入力パターンをいずれのクラスにも属さないと判定す

ることができる．

4. 複数CSM間の相互作用

4. 1 状態の共起性の学習

離散状態を扱う際には，状態の共起性は行列として

あらわすことができる．しかし，今は状態ベクトルを

考えているために，単に行列であらわすことは不可能

である．そこで，2つの CSMにおける状態ベクトル

の共起性を，多次元ヒストグラムによって求めること

にする．たとえば，クラス c の時系列パターンを入

7
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力した際の，状態 �m,t と �l,t の出力空間における

共起性は，次の手順によって求められるヒストグラム

H(�O,m,t,�O,l,t|c) によって表される．
（ 1） あらかじめ個別に学習を済ませた各 CSMに

対して，同時に観測されたクラス cの時系列パターン

を並列に入力し，状態を遷移させる．ただし，このと

きの CSMの確信度は，学習するクラスを 1とし，残

りを全て 0とする．

（ 2） 時 刻 t に 同 時 に 起 こった 状 態 の 組

�O,m,t,�O,l,t をヒストグラム H(�O,m,t�O,l,t|c) に
投票する．

（ 3） 全てのクラスおよびサンプルパターンに対し

て，1, 2 を繰り返す．

実際には kd-tree [12] を用いて多次元ヒストグラム

を実現した．

4. 2 他モジュールの状態の推定

いったん各 CSMが各自の入力と予測によって仮状

態 �̂m,t を計算すると (式 (2))，各 CSM はこれに基

づいて他の CSMの状態を推定し，どの状態へ更新さ

せるかを決める．この推定はあらかじめ学習された状

態の共起性によって行われる．

CSM mの仮状態から CSM lの状態を推定する際に，

�m の状態が条件付き確率密度関数 p(�O,m,t|�O,l,t =

�̂O,m,t, c) = N(�̄(c)
O,ml,t, Σ

(c)
O,ml,t) によって与えられる

と仮定する．ただし，�̄(c)
O,ml,t は平均ベクトルであり，

Σ(c)
ml,t は共分散行列である．この分布は共起性ヒスト

グラムH(�O,m,t,�O,l,t|c) より，�̂O,l,t の近傍にある

q 個の点を探索することによって求まる (図 8)．

これは各クラスについて求まるため，確信度によっ

て重み付けされた線形和を考えることによって，CSM

l による CSM mの推定状態を

�̄O,ml,t =
C�

c=1

r(c)
l,t �̄

(c)
O,ml,t (13)

とする．

4. 3 モジュールの影響力のコントロール

より信頼性の高い CSM の影響力を高めるために，

各 CSMがどれだけ特定のクラスに対して確信を持っ

ているかを表す尺度として「重要度」を導入する．1

位のクラスに対する確信度のみが高いときに 1に近づ

き，上位 2つのクラスが同程度の確信度を持つ場合は

0に近づくものとし，時刻 tにおけるモジュールmの

重要度 ωm,t を次式のように定義する．

ωm,t = (d2nd
m,t − dmin

m,t)/d2nd
m,t (14)

uml
(c)

ul

um

estimated state

state of module m

(in recognition phase)

state of module l

hase)(in recognition ph

co-occurred state set

(in learning phase)

図 8 条件付き状態密度関数と推定された状態（横軸と
縦軸はそれぞれ CSMm, l の NO 次元出力空間を
表す）

Fig. 8 Conditional probability density function and

estimated state. (vertical and horizontal axes

denote NO-dimensional state space of CSM m

and l, respectively. )

ここで，dmin
m,t は時刻 tにおける各クラスに対する予測

誤差 d
(c)
m,t(式 (6)) のうち最小のもの，d2nd

m,t は 2 番目

に最小のものである．

4. 4 推定された状態の統合

各 CSMは，4. 2で述べたように，学習された状態

の共起性を用いて相手の状態を推定する．あるCSMm

が，時刻 tにおいて自分の状態（仮状態）および他の

CSM から推定された状態を統合をする際には，次の

評価関数を最小化するように状態を更新する．

E2,m,t(�m,t) = (1 − γ)ωm,t||�m,t − �̂m,t||2

+γ
M�

l=1,l |=m

ωl,t||�O,m,t − �̄O,ml,t||2

(15)

ここで， γ (0 <= γ <= 1) は他の CSM に対する依存

度である．右辺の第一項は自身の仮状態からの二乗誤

差をあらわす．第二項は，他の CSMの推定値からの

二乗誤差を，それぞれの CSMのもつ重要度によって

重み付けして足し合わせたものである．信頼性の低い

CSMに関しては，式 (14)によって重要度が低下する

ため，CSMm が状態を更新する際の影響も低くなる．

なお，E1,t（式 (1)）では，CSM内における外部入力

と予測との trade-off を表していたのに対し，E2,m,t

は，CSM 間における，状態の引っぱり合いを表した

8
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ものになっている．

ここで， ∂E2,m,t

∂�m,t
= 0 とすることにより，時刻 t に

おける CSMm の統合された状態 �m,t は，次の式に

よって得ることができる．

����
���
�I,m,t = �̂I,m,t

�O,m,t =α−1
m,t{(1 − γ)ωm,t�̂O,m,t + γ

M�
l=1,l |=m

ωl,t�̄O,ml,t}

(16)

ただし，αm,t = (1−γ)ωm,t+γ
�M

l=1,l |=m ωl,tである．

5. 実 験 結 果

5. 1 認識率の比較（完全な入力）

評価実験として，2視点カメラによる手話 7単語の

識別を行った．はじめに，被験者の正面と側面に設置

されたカメラを用いて，各フレームで同期させて撮影

を行い，曜日をあらわす手話単語を，それぞれ 21 サ

ンプル（3 被験者 × 7 サンプル）得た．次に，各フ

レーム（192 × 192 画素）において，背景差分によっ

て人物のシルエット領域を取り出して 2 値画像とし，

さらに 24 × 24 画素にダウンサンプリングしてラス

タースキャンすることにより，576 次元 (= NI)の実

特徴ベクトルを得た．すなわち，各要素の大きさは元

画像の 8 × 8 画素のブロックにおける人物領域の割

合を意味し，各要素の値は −1から 1に正規化を行っ

た．なお，判別空間の次元および入力強度はそれぞれ

NO = 200, κ = 0.5とした．

学習には，21 サンプルのうち 12 サンプルを選び，

残りの 9サンプルを用いてテストを行った．学習に用

いるサンプルの選び方は 10 通りで変化させたため，

認識率は，630試行のうちで正しく認識した試行数の

割合である．

比較のため，次の 3つの統合型アーキテクチャにつ

いて性能評価を行った (図 9)．

(a) Feature-level Integration (FI) : 単一の CSM

を用いる (図 9(a)). CSM の入力は，2つのカメラか

ら得られた特徴ベクトルを，各フレームで連結したも

のである．このとき，特徴ベクトルレベルで信頼性の

低い入力を抑制するために，次のような方法を用いた．

まず，一時刻前の状態から予測された入力ベクトルと，

実際に入力された特徴ベクトルの誤差ベクトルを求め

る．次に，各カメラに対応する要素ごとでまとまて平

均二乗誤差を求め，この誤差の低さを入力の信頼性の

基準とする．平均二乗誤差が一定の閾値を越えた場合

Camera1

CSM

Camera2

feature vector decision 
process

(a) Feature-level Integration (FI)

Camera1 CSM1

CSM2Camera2

feature vector decision 
process

(b) Decision-level Integration (DI)

Camera1 CSM1

CSM2Camera2

feature vector decision 
process

Interaction

(c) State-level Integration (SI)

図 9 比較に用いる３つのアーキテクチャ
Fig. 9 Three architectures for comparison.

（実験では 0.5と設定）は，そのカメラに対応する特徴

ベクトルの信頼性が低いものとし，値を全て予測値に

置き換える．以上の操作を全ての時刻において行う．

(b) Decision-level Integration (DI) : 2 つの

独立な CSM を用いる (図 9(b))．各 CSM の入力は，

各カメラから得られた特徴ベクトルである．それぞれ

の結果は，クラスを決定する段階で統合する．すなわ

ち，類似度の平均 e
(c)
t = 1

M

�M
m=1 e

(c)
m,t，もしくは累

積予測誤差の平均 D
(c)
t = 1

M

�M
m=1 D

(c)
m,t を用いて，

3. 5にしたがってクラスを決定する.

(c) State-level Integration (SI) : 前章で述べ

た ICSMを用いる (図 9(c))．これは上のDIに対して，

CSM の状態空間における動的な相互作用を加えたも

のであり，他の CSMに対する依存度 γ は 0 < γ < 1

である．γ = 0のとき，2つの CSMは独立に動作し，

DIに一致する．

これらの 3つのアーキテクチャを用いた場合の認識
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率を表 1に示す．ただし，表の CSM1,2は，それぞれ

正面カメラ，側面カメラに対応する単体の CSMにお

ける認識率である．

表 1より分かるように，CSM2（側面カメラ）の認

識率は，CSM1（正面カメラ）よりもかなり低かった．

これは，手話は元々正面を向き合って対話するための

ものであり，側面から見ただけでは，どの手話単語も

非常に類似した映像になるためであると考えられる．

上で述べた 3つの統合方法のうち，FIと DIの認識率

は CSM1と CSM2の間の値になっているが，特にク

ラス決定過程として，3. 5 で述べた (A)類似度を用い

た場合には，SIが最も良い識別結果を示した．これは，

いずれのデータも同じ重みで処理する FIと DI では，

側面からの入力データに引っ張られるが，一方 ICSM

は，信頼性の低い CSMの重要度を低下させることに

よって，認識により重要なデータにフォーカスできる

ためであると言える．表 1の SIにおける括弧内の数

字は，各モジュールの重要度を動的に変化させず，全

て一定値 1
M
に保持した場合の認識率であるが，重要

度を動的に制御した場合に比べ大きく低下しており，

このことからも，動的な統合が有効であることが分か

る．ただし，単体の CSM1に対する SIの認識率の上

昇は，2ポイントにとどまっている．これは，多くの入

力サンプルパターンに対して，全時刻を通じて CSM2

の信頼性が CSM1に対して低く，CSM2が CSM1に

与える影響が少なかったためであると考えられる．

なお，この実験では他の CSM に対する依存度 γ

（式 (15)）を経験的に求めている．図 10 に γ を 0.0

から 0.3 まで 0.05 刻みで変えたときのの認識率を示

す．ただし，識別結果は (A)最大類似度に基づいて決

定した．このグラフから分かるように，依存度 γ には

適切な値が存在し，表 1の評価実験では，もっとも高

い認識率を示した γ = 0.1を用いた．

ところで，クラス決定過程として (B)累積予測誤差

を用いた場合は，(A)に比べて DI 以外で認識率が低

くなっている．これは，(B)が入力空間での誤差を用

いていることから，ノイズの影響を受けやすいことに

起因すると考えられる．

5. 2 遮蔽による不完全な入力

ICSMにおける重要度の変化を見るために，認識対

象系列の一つに対し，前半（フレーム 11 から中間ま

で）には正面の映像に遮蔽を人工的に加え，後半（中

間から終了の 10 フレーム前まで）には側面の映像に

同様の遮蔽を加えた．ここでの遮蔽とは，特徴ベクト

R
ec

o
g

n
it

io
n

 R
at

e

dependency

図 10 依存度 γ に対する認識率の変化の様子
Fig. 10 Recognition rate against dependency γ.

表 1 完全な入力を加えた場合の認識率の比較 (%)（括弧
内の数字は，重要度を一定にした場合の ICSM の
認識率）．(A)，(B) は 3. 5 で述べた 2 つの決定過
程を意味する．

Table 1 Recognition rates for complete inputs(%).

(The numbers in the parenthesis denote the

recognition rates of the ICSM without dy-

namic control of importance.) (A) and (B)

denote two decision processes described in

sec.3. 5.

Decision Process CSM1 CSM2 FI DI SI

(A) Max.Sim. 86 53 79 80 88 (76)

(B) Min.Err. 85 51 77 83 83 (81)

ルのうち 18 × 18の矩形領域に相当する要素の値を 0

とすることを意味する．各 CSMの重要度が認識時に

変化する様子を，図 11のグラフ（横軸が時刻，縦軸

が重要度）に示す．グラフから，フレーム 11 から 39

においては，遮蔽付きの入力を加えた CSM1 の重要

度が遮蔽のない CSM2 に比べて低くなっていること

が分かる．フレーム 41から 70では両者の大小関係が

入れ替わっており，これは遮蔽の加え方の変化に対応

している．

入力に遮蔽が起こると，CSMは特定のクラスとし

て予測することが困難となり，1位と 2位の予測誤差

および確信度の差は小さくなる (式 (6))．そのため，

遮蔽の起こった CSM の重要度は式 (14) にしたがっ

て低下し，遮蔽のない CSMの状態更新に与える影響

は小さくなる．このように，ICSMでは信頼性の低い

CSM を動的に抑制し，識別に重要な CSM の影響力

を高めることができる．

表 2は，5. 1で用いた全ての入力サンプルデータに

対して同様の遮蔽を加えた際の認識率である．認識時

のパラメータおよび認識率の計算に用いた試行数は前

節と同様とした．表 2より，決定過程として最大類似

10
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図 11 入力に遮蔽を加えたときの重要度の変化
Fig. 11 Responce of importance against temporally

occluded input data.

表 2 不完全な入力を加えた場合の認識率の比較 (%)

Table 2 Recognition rates for incomplete inputs(%).

Decision Process CSM1 CSM2 FI DI SI

(A) Max.Sim. 73 26 57 61 77 (67)

(B) Min.Err. 73 36 63 69 73 (68)

度 (A)を用いた際の SIの認識率が最も高く，さらに，

完全なデータを加えた場合（表 1）と比べても，認識

率の低下が最も小さいことが分かる．以上より，観測

データが不完全になった際も，ICSMは他の統合法に

比べて安定な認識を行うことが可能であるといえる．

6. む す び

異なる特徴量の時系列情報を動的に統合し，認識に

必要な入力へ動的にフォーカシングを切り替える機能

をもつ認識システムとして ICSM を提案した．これ

は，複数の状態遷移モジュール (CSM)間の相互作用

によって実現され，連続状態空間を用いているために，

CSM 内の状態遷移および CSM 間の相互作用は，そ

れぞれエネルギー関数の最小化によって定義される．

CSM内の状態遷移は，予測と外部入力の trade-offで

あり，ノイズなどによる不完全な入力を補完すると同

時に，入力の時間的な変動に追従することを可能にす

る．CSM間の相互作用は，は自モジュールの状態と他

モジュールによって推定された状態との trade-off で

あり，モジュール間で情報を補完し合うと同時に，識

別により重要な入力へのフォーカシングを実現する．

さらに，今後の課題としては次のようなものが考え

られる．

(a)状態空間の構成法：現在は入力空間と判別空間

の直積をとって状態空間としているため，状態ベクト

ルの次元数が非常に大きくなり，計算量や誤識別率が

上昇しりうる（Hughes phenomena）．このため，圧

縮された状態空間を用いることを検討する必要がある．

すなわち，識別と予測を行うという基準にしたがって，

サンプル時系列パターンから，状態空間を自動的に構

成することが望ましい．予測に適した空間の構成法に

関しては，Rao [7]によって提案されているが，これは

動作の状態を短期的にしか保持しておらず，反復を含

んだ動作の表現やクラスの識別には適用できない．現

在，識別と予測の両方に適した状態空間を構成するた

めの学習アルゴリズムを検討中であり，これに関して

は稿を改めて報告する．

(b)動画像認識における空間的な変動の吸収：今回提

案したモデルでは空間的な変動に対処できない．この

問題に対する解決方法としては，空間的変動に普遍な

特徴量を用いることも可能であるが，もともと CSM

が状態空間から高次元な入力空間へフィードバックを

持っていることから，次のような機構が考えられる．

各 CSMが，対象の局所的な部分特徴（肩や頭，手な

どの部分，もしくは単に格子状に分割された部分画像

など）をそれぞれ入力・学習する．次に認識時には，

入力空間にフィードバックされた予測値をテンプレー

トとして各 CSMで局所部分の追跡を行い，これと同

時に識別を行う．このとき，対象の空間的な位置やス

ケール変化を吸収すると共に，識別に重要であるとい

う基準にしたがって，動的な注視を実現できる．

(c) オンライン学習の導入： 3. 4 で述べたバッチ学

習では，各クラスのサンプルパターンを時間方向に線

形に正規化して学習しているが，同一クラスのサンプ

ルパターン間において，時間方向に非線型な変動があ

る場合，これは適切でない．そこで，CSM の時間変

動を吸収する能力を活かし，オンライン学習を導入す

る必要がある．これは，一旦代表的なパターンを学習

した後に他のサンプルパターンを入力し，この時の状

態ベクトルの履歴から式 (9)の遷移行列を逐次計算す

11



電子情報通信学会論文誌 ’xx/xx Vol. Jxx–D–II No. xx

ることにより実現できると考えられる．
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